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RESUMO

O spike sorting é o processo de separação e agrupamento dos spikes de um sinal por
neurônio de origem. Uma série de algoritmos para este propósito foram publicados
ao longo dos anos, mas ainda não existe uma solução universalmente aceita. A gra-
vação de sinal intracraniano extracelular, a técnica de inserção de um eletrodo no
tecido extracelular do cérebro para registrar a atividade de neurônios individuais é
um método usado por neurocientistas para estudar como o cérebro funciona. Nos
últimos anos, os pesquisadores também demonstraram seu potencial uso em tecno-
logias médicas para o tratamento de distúrbios, como paralisia, epilepsia e perda
de memória. Embora a maioria dessas aplicações exija atividade de unidade única
de neurônio, esses eletrodos gravam a atividade de vários neurônios que cercam o
eletrodo. Será apresentada uma visão geral do problema da agrupamento de spikes,
será implementada uma proposta de solução para o problema e comparada com
outras soluções entre as mais utilizadas.

Palavras-chave: Spike sorting, Agrupamento de spikes em sinais intracranianos e
extracelulares. Spike sorting.
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1 Introdução

A aquisição e o processamento eficiente das atividades neuronais são pré-requisitos
para vários tipos de estudo de funções cerebrais e constituem um desafio teórico e
metodológico atual. Atuando-se de forma baseada nas atividades neuronais, podem-
se realizar terapias para perdas de memória, cognição, paralisia e epilepsia, estudos
sobre percepção, cognição, movimento, memória e interação homem-computador e
cérebro-máquina.

As gravações eletrofisiológicas podem ser feitas a partir do interior de células (in-
tracelulares) ou do seu exterior (extracelulares). Em estudos do sistema nervoso
central, os eletrodos de pequeno diâmetro podem ser posicionados no espaço ex-
tracelular para registrar sinais elétricos dos neurônios ao seu redor. Esses eletrodos
são capazes de detectar potenciais de ação de neurônios. A capacidade de gravação
extracelular pode fornecer aos pesquisadores gravações de atividades de neurônios
individuais com nível de dificuldade relativamente baixo para se realizar ao se compa-
rar com a gravações intracelulares. Isso levou a gravação extracelular a se tornar uma
técnica dominante em muitos estudos. Por exemplo, tem havido um movimento na
pesquisa de neurociência para estudar não apenas neurônios individuais, mas redes
de neurônios para entender como a atividade de neurônios interconectados resulta
em funções de ordem superior como percepção, compreensão, movimento e memó-
ria. Tais estudos exigem a gravação extracelular de conjuntos de neurônios usando
arrays de eletrodos multicanal. Em Methods for Neural Ensemble Recordings (Méto-
dos para Gravações do Conjunto Neural), os autores Sameshima e Baccalá chegam
a afirmar que “as gravações extracelulares são a única escolha prática em experi-
mentos que pretendem estabelecer correlações entre respostas de conjunto neural e
comportamentos envolvendo animais acordados” (NICOLELIS, 2007).

Avanços tecnológicos recentes possibilitam a gravação simultânea da atividade de um
grande número de neurônios em animais acordados e com comportamento natural,
utilizando-se eletrodos intracranianos no meio extracelular. A técnica de gravação
extracelular já foi utilizada em diversas tecnologias médicas para o tratamento de
distúrbios, como paralisia (NICOLELIS, 2001), (HOCHBERG et al., 2006), epilepsia
(NICOLELIS, 2001) e mesmo perda cognitiva e de memória (BERGER et al., 2005).
Assim, o estudo de um conjunto de neurônios utilizando-se desses eletrodos tem
sido uma área de pesquisa relevante nos últimos anos (LEWICKI, 1998; QUIROGA;

PANZERI, 2009; GIBSON et al., 2012; GIBSON et al., 2008; DAYAN; ABBOTT, 2005).

Uma forma de estudar os sinais neuronais é por meio da análise dos disparos de
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neurônios obtidos a partir de uma série temporal adquirida por redes de eletrodos
alocadas em determinadas posições do cérebro (DAYAN; ABBOTT, 2005). Essa série
é formada por trechos curtos de sinais com formato de espículas (spikes), que repre-
sentam disparos ou potenciais de ação dos neurônios próximos aos eletrodos. Além
disso, ela é corrompida por outros sinais de origem biológica e de medição, usual-
mente modelados como ruído aditivo. A análise de dados provenientes de um único
neurônio não é simples pelo fato de mais de um neurônio ser captado no registro de
um mesmo eletrodo. Tipicamente, cada eletrodo pode capturar o sinal gerado por
dois a dez neurônios simultaneamente (PEDREIRA et al., 2012). Nesse trabalho será
implementada uma proposta de solução para o agrupamento de spikes e essa será
comparada com outras soluções entre as mais utilizadas.

1.1 A detecção e o agrupamento de spikes

O spike sorting é o processo de separação e agrupamento dos spikes de um sinal por
neurônio de origem. Uma série de algoritmos para este propósito foram publicados ao
longo dos anos, mas ainda não existe uma solução universalmente aceita. O problema
de detectar os spikes e agrupá-los de acordo com o neurônio que o emitiu é chamado
de spike sorting (QUIROGA; PANZERI, 2009; DAYAN; ABBOTT, 2005; RUTISHAUSER et

al., 2006; GIBSON et al., 2012). O spike sorting é realizado a partir do sinal proveniente
do eletrodo e, em geral, segue três etapas: detecção, parametrização e agrupamento.
Representações do sinal em cada uma dessas etapas são ilustradas na Figura 1.1.

O sinal tem sua medição registrada pelo eletrodo e é filtrado usualmente por um
passa faixa entre 300 e 3000 Hz (REY et al., 2015), um exemplo de sinal é repre-
sentado no canto superior direito da Figura 1.1. O objetivo do filtro é de separar
o sinal de interesse que é o de disparos individuais de um neurônio dos sinais de
baixa frequência associados a um comportamento e grupo de neurônios no cérebro
e também de ruídos de altas frequências. A etapa da detecção faz inicialmente um
pré-processamento nesse sinal para realçar a presença dos spikes em relação ao ruído.
Posteriormente, aplica-se um limiar a fim de encontrar os instantes em que ocorrem
os spikes em meio ao sinal ruidoso. Na Figura 1.1, abaixo do sinal bruto filtrado,
pode-se observar um exemplo de sinal pré-processado com limiar e a indicação dos
spikes.

A parametrização ou extração de características é a etapa em que os spikes detectados
são transformados em um conjunto de parâmetros que enfatizam as diferenças entre
eles. Em geral, busca-se um número de parâmetros significativamente menor do
que o número de amostras usadas na representação temporal do spike detectado.
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Figura 1.1 - Fluxograma das etapas do spike sorting com sinais ilustrativos de cada passo
(CASTELLANI, 2014).

Com a parametrização, é possível realizar uma redução de dimensionalidade, isto é,
representar as informações do spike de N amostras, por meio de KC coeficientes,
sendo KC � N (GIBSON et al., 2012). No caso do exemplo da Figura 1.1 cada spike é
representado com três parâmetros,KC = 3. Observe-se que esses parâmetros formam
agrupamentos distintos no espaço dos parâmetros. É essencial nesta etapa guardar
o instante de tempo associado a cada conjunto de parâmetros para a etapa seguinte.

O agrupamento ou agrupamento é a etapa em que os spikes são separados em grupos
de acordo com o neurônio que o emitiu. É realizada utilizando-se diferenças esta-
tísticas entre os parâmetros do conjunto de características extraídas. No caso do
exemplo da Figura 1.1, como os parâmetros formaram três agrupamentos distintos,
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considera-se que os spikes observados no sinal bruto filtrado são provenientes de três
neurônios distintos. Pode-se usar então a informação dos instantes de disparo junta-
mente com o agrupamento a que pertence um dado disparo para gerar sinais como
os do canto inferior direito da Figura 1.1, que representam os disparos de um dado
neurônio. No caso, mostram-se os instantes de disparos dos três neurônios distintos
que originaram o sinal bruto filtrado.

1.2 A diferença entre potencial de ação e o spike

Os neurônios são células longas que podem propagar informações de uma região a
outra do sistema nervoso (GUYTON, 1984; DAYAN; ABBOTT, 2005). Eles são formados
por um corpo celular e alguns prolongamentos. Os prolongamentos do corpo celular
podem ser divididos em dois grupos: os dendritos e o axônio. Os dendritos são
os responsáveis pelo recebimento de informações pelos neurônios. Cada neurônio
faz em torno de 100 000 ligações por meio de dendritos recebendo em média duas
entradas por micrometro. O axônio de um neurônio transmite o sinal gerado no
corpo celular para outros neurônios. Eles são longos e podem alcançar neurônios
distantes no cérebro e até no restante do corpo. Em média axônios fazem 180 ligações
por milimetro de extensão (DAYAN; ABBOTT, 2005). Os neurônios são células cuja
função é gerar sinais elétricos como respostas a estímulos químicos e elétricos e de
propagá-los para outras células rapidamente por longas distâncias. Esse processo é
realizado gerando um pulso elétrico característico, que viaja pelas fibras nervosas.
As informações são transmitidas pelos neurônios por sequências de disparos elétricos
em padrões temporais e intensidades diferentes (DAYAN; ABBOTT, 2005; GUYTON,
1984).

A membrana celular funciona como uma porta entre os meios intra e extra celulares
e regula a permeabilidade aos íons, controlando assim uma diferença de potencial.
Em repouso, o potencial de membrana é aproximadamente −70 mV, isto é, negativa
em relação ao meio exterior que define-se com potencial 0 mV. O disparo neuronal
é o processo no qual, em curto espaço de tempo, o potencial de membrana passa a
positivo, atinge um pico e depois volta a ser negativo. Ele pode ser dividido em qua-
tro estágios chamados de repouso, despolarização, repolarização e hiperpolarização,
conforme esquematizado na Figura 1.2.

A variação de potencial de um neurônio pode ser gravada de maneira intracelular ou
extracelular dependendo da posição do eletrodo. O mesmo evento de disparo neuro-
nal tem características elétricas diferentes dependendo da metodologia de aquisição
do sinal. O sinal é chamado de potencial de ação quando o eletrodo está no interior
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Figura 1.2 - Fases de um potencial de ação típico: repouso, despolarização, repolarização,
hiperpolarização e novamente repouso (CASTELLANI, 2014).

do neurônio e é chamado de spike no caso em que o sensor está no exterior da célula
(GIBSON et al., 2012).

Na Figura 1.3 é apresentado um trecho de sinal (a) medido no meio intracelular e
(b) o mesmo disparo medido no meio extracelular. Essas aquisições foram obtidas da
base de dados CRCNS (HENZE et al., 2000; CRCNS, 2000) de um trecho de gravação da
região do hipocampo de um rato anestesiado. O procedimento de aquisição é decrito
no trabalho de Henze et al. (HENZE et al., 2000). Pode-se observar que, de fato, o
sinal extracelular Vex é aproximadamente igual à derivada do sinal intracelular Vin
com o sinal trocado. Estes sinais foram normalizados por amplitude nesse caso para
se realizar uma comparação.
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a) Potencial de ação

0 1 2 3 4
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b) Spike

Figura 1.3 - Sinal de interesse com amplitude normalizada: (a) sinal intracelular; (b) sinal
extracelular (CRCNS, 2000) (CASTELLANI, 2014).
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O formato do sinal de disparo intracelular depende de sua geometria, da distribuição
iônica, do tipo de célula e do ruído de medição. Já o formato do sinal extracelular
depende da posição do eletrodo em relação ao neurônio, da quantidade de neurô-
nios vizinhos e da região específica do cérebro em que foi posicionado o eletrodo,
além dos mesmos fatores que influenciam o sinal intracelular (GIBSON et al., 2012).
Outra grande diferença entre os tipos de medição é que os sinais intracelulares têm
amplitude com ordem de magnitude três vezes maior que os extracelulares, isto é,
sinais extracelulares têm amplitude da ordem de dezenas a centenas de microvolts,
enquanto os intracelulares têm amplitude da ordem de centenas de milivolts (GIB-

SON et al., 2012). E isso acontece devido a posição do eletrodo, internamente a célula
é menos propenso a ruídos, já que a membrana da célula atua como isolante. Gra-
vações intracelulares apresentam maior confiabilidade e menor ruído nos resultados
obtidos, já que contam com uma isolação provida pela membrana celular em relação
a interferências externas ao neurônio. Porém, elas raramente são feitas em animais
vivos por serem difíceis de se realizar. A implantação de um eletrodo dentro de um
neurônio de um animal vivo sem danificar esta célula é uma limitação técnica. Sinais
intracelulares são adquiridos de maneira mais comum em preparações in vitro, com
pedaços de tecidos neuronais (DAYAN; ABBOTT, 2005).

Podem ser observados na Figura 1.4 outros exemplos de spikes. Esses trechos de si-
nais extracelulares são correspondentes a spikes detectados, alinhados e sobreamos-
trados a uma taxa de 100 kHz disponibilizados por Rutishauser et al. (RUTISHAUSER

et al., 2006). Cada spike é composto por 256 amostras, ou 2,56 ms. No caso da Figura
1.4 pode-se observar que os spikes tem formatos consideravelmente diferentes entre
si, apesar dos potenciais de ação de origem apresentarem características muito pró-
ximas. O motivo desta diferença é explicada pelos diferentes percursos que os sinais
percorrem do interior dos neurônios até o eletrodo de medição, devido às diferentes
posições relativas dos neurônios até o eletrodo, ou seja, uma diferença no canal.

1.3 Objetivos

Os objetivos deste trabalho são desenvolver e implementar um método de agrupa-
mento de spikes baseado em técnicas comuns de detecção utilizadas na literatura
(CASTELLANI, 2014) com extração de características por PCA e agrupamento por
k-means. A técnica será comparada com os outros métodos tradicionais propostos
por Quiroga (QUIROGA et al., 2004) e Rutishauser (RUTISHAUSER et al., 2006). Será
utilizado um gerador de sinal controlado que simula de maneira tridimencional sinais
neuronais extracelulares chamado NeuroCube (CAMUÑAS-MESA; QUIROGA, 2013) de
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Figura 1.4 - Spikes adquiridos com eletrodos extracelulares (RUTISHAUSER et al., 2006;
CASTELLANI, 2014).

modo que possa realizar as comparações.

A estrutura do trabalho foi dividida de forma que Capítulo 2 apresenta a revisão
teórica fundamental para o problema de agrupamento de disparos neuronais Spike
Sorting. Na seção 2.1 é descrito o gerador de sinais bioinspirado (CAMUÑAS-MESA;

QUIROGA, 2013). Na seção 2.2 é descrita a técnica WaveClus (QUIROGA et al., 2004).
Na seção 2.3 é descrita a técnica OSort (RUTISHAUSER et al., 2006). No capítulo
3 são apresentados cada um dos métodos utilizados no trabalho de (CASTELLANI,
2014) que foram implementados e comparados com as técnicas anteriores e também
as técnicas de redução de dimensionalidade e agrupamento utilizadas. No Capítulo
4 são apresentadas as metodologias e formas de avaliação dos testes realizados e seus
resultados e discussões. No Capítulo 5 é apresentadas as conclusões e as propostas
para trabalhos futuros.
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2 Técnicas de Spike sorting

Neste capítulo são descritos o funcionamentos do gerador de sinais e dos métodos
de agrupamento de spikes utilizados. Na seção 2.1 é apresentado o gerador de sinais
intracraniamos extracelulares bioinspirado. Na seção 2.2 é apresentada a técnica
WaveClus (QUIROGA et al., 2004) que utiliza o valor absoluto do sinal para fazer a
detecção, trasformada wavelet e algoritmo para agrupamento Superparamagnético.
Na seção 2.3 é apresentada a técnica OSort (RUTISHAUSER et al., 2006), que utiliza
o desvio padrão janelado para realizar a detecção e um algoritmo próprio para
agrupamento.

2.1 Gerador de sinais NeuroCube

O NeuroCube é um gerador de sinais de gravações neuronais intracranianas extra-
celulares simulados desenvolvido por Quiroga et al. (CAMUÑAS-MESA; QUIROGA,
2013). O sinal resultante é obtido a partir do somatório de sinais gerados por um
modelo biofísico detalhado de neurônios localizados aleatoriamente em uma abstra-
ção de um cubo de tecido cerebral ao redor de um eletrodo no centro desse cubo.
Os neurônios mais próximos foram gerados por um modelo detalhado da atividade
única de um neurônio e os mais distantes por sinais reais previamente gravados para
reduzir o custo computacional e que contribuem como ruído de fundo.

O modelo de sinal neuronal extracelular é definido por duas zonas em relação a dis-
tância do eletrodo: a zona A, com neurônios próximos, distância menor que 150 µm,
os quais foram simulados usando um modelo comportamental de sinais neuronais;
e a zona B, para neurônios mais distantes que 150 µm, aos quais foram atribuídos
aleatoriamente uma forma de spike obtida de um banco de dados de 594 neurônios
gravados a priori. A distância de 150 µm foi definida a partir de estudos realizados
e descritos com mais detalhes em (CAMUÑAS-MESA; QUIROGA, 2013). O sinal tam-
bém é composto por ruído térmico de modo a considerar outras possíveis fontes de
atividade elétrica que podem contribuir para o espectro de potência de ruído, como
o ruído eletrônico, axônios, dendritos e correntes sinápticas (MARTINEZ et al., 2009).
Para simular esse efeito, foi adicionado um ruído gaussiano com média zero e um
desvio padrão de 1 µV (CAMUÑAS-MESA; QUIROGA, 2013).

2.1.1 Modelo comportamental

O modelo comportamental simula com precisão o comportamento biofísico das for-
mas de spike de um neurônio em diferentes locais. O modelo comportamental de
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sinais neuronais descreve a morfologia celular (soma, axônios e árvore dendrítica)
e inclui a variedade de canais iônicos e densidades de condutância correspondentes
(CAMUÑAS-MESA; QUIROGA, 2013). O modelo comportamental de neurônios utili-
zado para gerar potenciais de ação extracelular neste trabalho foi baseado na Apro-
ximação da Fonte de Linha (LSA - Line Source Approximation) que é um método
de cálculo do potencial elétrico extracelular resultante das correntes distribuídas
em toda a superfície 3-D da membrana de um neurônio. O eletrodo foi modelado
considerando os efeitos de tamanho finito, calculando a média em sua superfície e
considerando os efeitos de filtragem de capacitância.

O disparo de cada neurônio seguiu uma distribuição de Poisson, com uma taxa de
disparo média atribuída de acordo com a distribuição das taxas médias de disparo
observadas em gravações reais do lóbulo temporal medial (distribuição exponencial
com média de 1,25 Hz para células piramidais e cinco vezes maior para interneurô-
nios) (QUIROGA et al., 2007).

Quando se leva em conta os muitos neurônios que contribuem para um sinal extra-
celular, simular o comportamento detalhado de todos os neurônios com o modelo
comportamental gera uma carga computacional muito grande. No caso de uma si-
mulação de um cubo de 1 mm3 de hipocampo seriam 24 mil neurônios a serem
simulados, considerando 8% de neurônios ativos e uma densidade neuronal de 300
mil neurônios por mm3. Em um computador normal, o tempo médio de processa-
mento para gerar cada forma de spike é de cerca de 3 segundos, o que significa que
cerca de 20 horas seriam necessárias para calcular as formas de spike para todos os
neurônios individuais dentro do cubo e cerca de 57 dias para simular a gravação com
um eletrodo de tamanho finito (CAMUÑAS-MESA; QUIROGA, 2013). Para reduzir o
tempo de processamento, considerou-se o fato de que as formas exatas dos picos
de neurônios distantes não precisam ser modeladas em detalhes, já que contribuem
apenas para o ruído de fundo. (CAMUÑAS-MESA; QUIROGA, 2013). Portanto, há um
compromisso entre modelagem detalhada e carga computacional a ser considerada
no simulador.

Para os dados reais foram utilizadas 624 gravações de cerca de meia hora, realizadas
em 13 sessões experimentais com 48 canais cada, em dois pacientes implantados com
eletrodos permitindo gravações intracranianas por razões clínicas.
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2.2 Técnica WaveClus

O WaveClus é um algoritmo de detecção e ordenamento de spikes sem supervisão
que combina a transformada wavelet com agrupamento superparamagnético (SPC
- Superparamagnetic Clustering), que é um método usado na mecânica estatística
(QUIROGA et al., 2004). Permite agrupar os dados sem pressupostos, como baixa
variação ou sem distribuições gaussianas. No primeiro passo, os dados são filtrados
por um filtro passa-altas e têm os spikes detectados, dado um limite de amplitude
automático calculado. No segundo passo, um pequeno conjunto de coeficientes de
wavelet de cada pico é escolhido como entrada para o algoritmo de agrupamento.
Finalmente, o SPC agrupa os picos de acordo com o conjunto selecionado de coefici-
entes de wavelet (QUIROGA et al., 2004). O algoritmo foi implementado em MATLAB
e pode-se observar a interface gráfica da aplicação na Figura 2.1.

Figura 2.1 - Interface gráfica do WaveClus (QUIROGA et al., 2004).

Os três estágios principais do algoritmo são (1) detecção automática de spikes por
limiar de amplitude, (2) a transformada wavelet é calculada para cada um dos spikes
e os coeficientes para separar as classes de spikes são selecionados automaticamente
e (3) os coeficientes de wavelet selecionados servem então como entrada para o algo-
ritmo SPC, e o agrupamento é realizado após a seleção automática da temperatura
correspondente à fase superparamagnética. A Tabela descreve os principais parâme-
tros do algoritmo WaveClus 2.1.
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Tabela 2.1 - Principais parâmetros do algoritmo WaveClus

force auto Forçar automaticamente a associação de spikes
atribuídos ao cluster de ruído usando correspon-
dência de modelo

inputs (entradas) Número de coeficientes wavelet a serem usados
como recursos para armazenamento em cluster

KNearNeighb (K vizinhos
próximos)

Número de pontos de dados usados para as intera-
ções dos vizinhos mais próximos no SPC

min clus stop (parada de
mínimo agrupamento)

Tamanho mínimo de um cluster (o cluster será ex-
cluído se o número de spikes contidos for menor que
esse valor)

Mintemp (temperatura mí-
nima)

Temperatura mínima do SPC - um valor de tem-
peratura mais baixo agrupa todos os dados em um
único cluster, enquanto valores mais altos permi-
tem que os dados sejam divididos em mais clusters

scales (escalas) Número de níveis de decomposição de wavelets usa-
dos

SWCycles (ciclos SW) Número de iterações de Monte Carlo usadas pelo
SPC

template type (tipo de mo-
delo)

Tipo de método de correspondência de modelo
usado - a correspondência de modelo é usada para
acelerar a classificação de pico no caso de um
grande número de picos ou para atribuir picos no
cluster de ruído aos clusters existentes (se a força
automática estiver definida)

2.2.1 Transformação Wavelet

A transformada wavelet (WT - wavelet transform) é uma representação tempo-
frequência do sinal que tem duas vantagens principais em relação aos métodos con-
vencionais: proporciona uma resolução nos domínios de tempo e frequência e elimina
o requisito do sinal ser estacionário . É definida como a convolução entre o sinal x(t)
e as funções wavelet ψa,b(t),

WψX(a, b) = 〈x(t)|ψa,b〉 (2.1)

onde ψa,b(t) é dilatado ou contraído e deslocado em várias versões da wavelet

ψa,b(t) = |a|− 1
2ψ

(
t− b
a

)
(2.2)
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onde a e b são a escala e os parâmetros de translação, respectivamente (MALLAT,
1989; QUIROGA et al., 2004). A equação 2.1 pode ser invertida, proporcionando as-
sim a reconstrução do sinal x(t). O WT mapeia o sinal que é representado por uma
variável independente t em uma função de duas variáveis independentes a, b. Este
procedimento é redundante e ineficiente para implementações algorítmicas; portanto,
o WT geralmente é definido em escalas discretas a e discretas vezes, escolhendo o
conjunto de parâmetros {aj = 2−j; bj,k = 2−jk} com j e k inteiros. As versões con-
traídas da função wavelet combinam os componentes de alta freqüência, enquanto
as versões dilatadas correspondem aos componentes de baixa freqüência. Então, ao
correlacionar o sinal original com funções wavelet de diferentes tamanhos, podemos
obter detalhes do sinal em várias escalas. Essas correlações com as diferentes funções
wavelet podem ser organizadas em um esquema hierárquico denominado decomposi-
ção multi-resolução (MALLAT, 1989). O algoritmo de decomposição multi-resolução
separa o sinal em detalhes em diferentes escalas. Neste estudo, implementamos uma
decomposição de quatro níveis usando ondas de Haar, que são funções quadradas
redimensionadas. As wavelets de Haar foram escolhidas devido ao seu suporte com-
pacto e ortogonalidade, o que permite que as características discriminativas dos spi-
kes sejam expressas com alguns coeficientes de wavelet e sem pressupostos a priori
nas formas de spike.

2.2.2 Agrupamento Superparamagnético

O método de agrupamento superparamagnético do modelo de Potts é uma téc-
nica para agrupamento de dados baseada nas propriedades físicas de um sistema
que exibe comportamento magnético em função de um parâmetro conhecido como
“temperatura”. Esta técnica foi proposta por Blatt, Wiseman Domany (BLATT et

al., 1996; QUIROGA et al., 2004).

O método calcula de maneira iterativa simulações entre cada spike e seus vizinhos
mais próximos, neste trabalho foram utilizados os 11 vizinhos mais próximos (QUI-

ROGA et al., 2004). O método é implementado como uma iteração de Monte Carlo
de um modelo de Potts. O modelo de Potts é uma generalização do modelo de Ising
em que, em vez de utilizar apenas dois estados, existem q estados diferentes por
partícula.

Os resultados de agrupamento dependem principalmente da temperatura e são ro-
bustos para pequenas mudanças nos outros parâmetros (BLATT et al., 1996). As
altas temperaturas correspondem a uma baixa probabilidade de mudar o estado dos
pontos vizinhos.
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O comportamento do sistema é uma analogia física a alguns materiais como de
um vidro de spin. Em uma temperatura relativamente alta, todas os spins estão
alternando aleatoriamente, independentemente de suas interações (fase paramag-
nética). Em uma temperatura baixa, todo o vidro de spin muda seu estado em
conjunto (fase ferromagnética). Em um certo intervalo médio de temperaturas, o
sistema atinge uma fase "superparamagnética"na qual somente as rotações que es-
tão agrupadas mudam seu estado simultaneamente. Em relação ao nosso problema
de agrupamento, a baixas temperaturas, todos os pontos mudarão seu estado em
conjunto e, portanto, serão considerados como um único cluster; Em altas tempera-
turas, muitos pontos mudarão seu estado independentemente um do outro, dividindo
os dados em vários clusters com apenas alguns pontos em cada um; e para as tem-
peraturas correspondentes a fase superparamagnética, apenas os pontos agrupados
irão mudar seu estado simultaneamente.

2.3 Técnica OSort

O OSort é um método de agrupamento on-line baseado na distância euclidiana entre
os centros de agrupamentos estimados e os picos pré-branqueados (RUTISHAUSER

et al., 2006). A técnica é uma implementação de um algoritmo de agrupamento
de spike on-line baseado em modelo não supervisionado. A sua implementação foi
realizada em MATLAB (RUTISHAUSER et al., 2006) e pode-se observar na Figura
2.2 a interface gráfica para configurações dos parâmetros. Na Tabela 2.2 pode-se
observar os principais parâmetros de entrada da técnica.

Tabela 2.2 - Principais parâmetros do algoritmo OSort

minNrSpikes Tamanho mínimo de um cluster (o cluster será ex-
cluído se o número de picos contidos for menor que
esse valor)

correctionFactorThreshold Valor que corrige uma estimativa de ruído de sinal
usada como um limite de cluster
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Figura 2.2 - Interface gráfica do OSort (RUTISHAUSER et al., 2006).

As subseções a seguir irão descrever as etapas de detecção e de agrupamento dessa
técnica.

2.3.1 Detecção de spikes

A primeira etapa da detecção é o cálculo de um limiar de deteção, onde o sinal pré-
processado yDP (n) utiliza o DPJ (Desvio padrão janelado) do sinal, sendo obtido
como

yDP (n) =
{

1
M

M∑
i=1

(x(n− i)− xm(n))2
}1/2

(2.3)

em que

xm(n) = 1
M

M∑
i=1

x(n− i), (2.4)

é uma média-móvel de comprimento M = 80 para o caso que estamos considerando
de taxa de amostragem de 100 kHz. O limiar de detecção define a separação de
um spike do ruído e é calculado como cinco vezes o desvio padrão do sinal yDP (n)
(CSICSVARI et al., 1998; RUTISHAUSER et al., 2006). Esse limiar é aplicado ao sinal
e são consideradas amostras com spike aquelas que tiverem valores superiores ao
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limiar.

2.3.2 Algoritmo de agrupamento OSort

A estimativa do número de neurônios presentes, bem como a atribuição de cada pico
a um neurônio, é baseada em uma métrica de distância entre dois picos (RUTISHAU-

SER et al., 2006). Com base nesta distância, é utilizado um limiar para decidir quantos
neurônios estão presentes e atribuir cada spike exclusivamente a um agrupamento
de neurônios ou a um agrupamento de ruído se não é rotulado. O limite é calculado
a partir das propriedades de ruído do sinal e é igual ao quadrado do desvio pa-
drão médio do sinal, calculado com uma janela deslizante. A principal vantagem do
OSort em relação aos seus concorrentes é que ele pode ser usado on-line, permitindo
a agrupamento de spikes em tempo real durante um experimento (RUTISHAUSER et

al., 2006).

No início, atribui-se o primeiro spike ao seu próprio agrupamento. Então, calcula-se
a distância euclidiana entre o próximo spike e cada centróide do agrupamento. Se a
menor distância for menor do que o limite, atribui-se o spike ao agrupamento mais
próximo e é recalculada a média do agrupamento usando os últimos spikes mais
recentes. Caso contrário, se inicia um novo agrupamento. Verificam-se as distâncias
entre cada agrupamento e qualquer outro agrupamento. Se alguma distância estiver
abaixo do limite de agrupamento, os dois agrupamentos são fundidos e se recalcula
sua média. Pode-se observar na Figura 2.3 a sequência de atividades realizadas pela
técnica OSort.
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Figura 2.3 - Fluxograma do algoritmo do OSort (RUTISHAUSER et al., 2006).

No capítulo a seguir é apresentada a técnica proposta (CASTELLANI, 2014) para
avaliação neste trabalho que utiliza os estudos de detecção de sinal, análise de com-
ponentes principais (PCA) e o algoritmo de agrupamento k-means.
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3 Técnica proposta

A técnica proposta neste trabalho utiliza em sua primeira etapa os métodos de detec-
ção estudados em Castellani (CASTELLANI, 2014), faz uma redução da dimensionali-
dade por meio de Análise de Componentes Principais (PCA - Principal Component
Analysis) (ADAMOS et al., 2008; GIBSON et al., 2012; REY et al., 2015) e agrupamento
com k-means (LEWICKI, 1998; GIBSON et al., 2012; REY et al., 2015).

3.1 Detecção de spikes

Muitas implementações de detecção encontradas na literatura utilizam discrimina-
dores de amplitude, veja por exemplo (QUIROGA; PANZERI, 2009; RUTISHAUSER et

al., 2006; SEMMAOUI et al., 2012; GIBSON et al., 2012; MUKHOPADHYAY; RAY, 1998).
Estes discriminadores são baseados em limiares de detecção obtidos a partir de al-
guma propriedade estatística da série. Estipula-se um limiar de amplitude e todos
os pontos da série que ultrapassem este limiar são candidatos a spike.

Os métodos de detecção abordados neste trabalho são baseados na aplicação de um
limiar e as etapas estão resumidas no diagrama de blocos da Figura 3.1. Primeira-
mente, aplica-se um pré-processamento à série temporal x(n) de forma a realçar os
spikes em relação ao ruído, o que resulta no sinal y(n). A seguir, utiliza-se um limiar
L para se decidir sobre a presença ou não de um spike a cada amostra do sinal.
Usualmente o valor de L é obtido a partir de um trecho da série temporal e depois
aplicado a esse trecho. O valor de L é muitas vezes calculado utilizando-se múltiplos
da média, do desvio padrão ou da mediana da série temporal pré-processada.
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Figura 3.1 - Fluxograma das etapas dos métodos de detecção baseados na aplicação de
um limiar.

A estimativa do instante de disparo pode ser feita considerando-se janelas de Wd

amostras, sendo Wd aproximadamente a duração média do lóbulo principal de um
spike. Neste trabalho, que tem a taxa de amostragem de 100 kHz, o valor estipulado
foi de Wd = 100. Caso existam amostras que ultrapassem o limiar L, escolhe-se a
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amostra de maior amplitude em cada janela Wd como instante de disparo de um só
spike. Em outras palavras, considera-se como spike diferente, aquele com intervalo de
ocorrência mínima de picos de, ao menos, Wd amostras. Esses picos definem então
o instante de ocorrência de um spike. Esse procedimento resulta em um trem de
impulsos ĥ(n). Os impulsos desse trem ĥ(n) localizam-se nos instantes em que os
spikes foram detectados.

O que distingue uma técnica de detecção da outra é como o sinal pré-processado é
obtido e como o limiar é calculado. De forma geral, o limiar aplicado é dado por
(KAY, 1998)

L = κε, (3.1)

sendo κ um fator escolhido de forma conveniente e ε uma estatística obtida a partir
da sequência pré-processada y(n). Algumas das metodologias para se obter y(n) e
L mais comumente empregadas são descritas a seguir.

Os métodos aqui apresentados para realçar o sinal em relação ao ruído são baseados
no valor absoluto do sinal (VA) (QUIROGA et al., 2004), no Desvio Padrão Jane-
lado (DPJ) (RUTISHAUSER et al., 2006) e no operador não-linear de energia (NEO -
Non-linear Energy Operator) (MUKHOPADHYAY; RAY, 1998) e suas variações SNEO
(NEO Suavizado) e MNEO (NEO Multiresolução).

3.1.1 Valor absoluto do sinal

Neste método, utiliza-se como pré-processamento simplesmente o valor absoluto do
sinal (QUIROGA et al., 2004), ou seja,

yABS(n) = |x(n)| . (3.2)

O método do valor absoluto do sinal foi amplamente utilizado por Quiroga et al.
(QUIROGA et al., 2004). Possui um baixo custo computacional por ser muito simples,
mas quando a SNR é baixa pode não detectar adequadamente os spikes (SHALCHYAN

et al., 2012). Apesar disso, existe uma grande quantidade de artigos posteriores a
(QUIROGA et al., 2004) que tratam do spike sorting e usam este método para realizar
a detecção (RUTISHAUSER et al., 2006; GIBSON et al., 2010).

3.1.2 Desvio Padrão Janelado (DPJ)

Uma forma alternativa de pré-processamento foi proposto por Rutishauser et al. em
(RUTISHAUSER et al., 2006). O sinal pré-processado, aqui definido como yDP (n), usa
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o DPJ do sinal, sendo obtido como

yDP (n) =
{

1
M

M∑
i=1

(x(n− i)− xm(n))2
}1/2

(3.3)

em que

xm(n) = 1
M

M∑
i=1

x(n− i), (3.4)

é uma média-móvel de comprimento M .

Essa técnica tem o objetivo de estimar a energia localizada para encontrar um spike.

3.1.3 Operador Não-linear de Energia (NEO)

O Operador Não-linear de Energia (NEO - Non-linear Energy Operator), original-
mente descrito em (KAISER, 1990), mensura não apenas o aumento da potência
instantânea do sinal em relação à potência média do ruído, mas também, o quão
localizado no tempo está esse acréscimo. É baseado no cálculo da energia de um
movimento harmônico simples de uma massa, que não depende somente da ampli-
tude, mas sim da amplitude e da frequência de oscilação. O NEO é uma espécie de
analisador de tempo-frequência e tem sido usado em muitas aplicações, tais como
processamento de voz, processamento de imagem, e demodulação de amplitude e
frequência modulada (MARAGOS et al., 1993; CHOI et al., 2006; MUKHOPADHYAY;

RAY, 1998). O método foi originalmente proposto no contexto de detecção de spikes
em (MUKHOPADHYAY; RAY, 1998; KIM; KIM, 2003). O pré-processamento em tempo
discreto, aqui definido como yNEO(n), é feito usando a seguinte expressão

yNEO(n) = x2(n)− x(n+ ∆)x(n−∆), (3.5)

sendo ∆ um atraso constante (GIBSON et al., 2012). Nota-se que o valor de yNEO(n)
é tanto maior, quanto maior é x2(n) em relação a x(n+ ∆) e x(n−∆). Em outras
palavras, o valor de yNEO(n) é tanto maior quando maior é a potência instantânea
e a frequência do sinal x(n). Como um spike é caracterizado por altas frequências
localizadas e um aumento na potência instantânea, este método tem uma vanta-
gem clara sobre métodos que preocupam-se apenas com um aumento na potência
instantânea do sinal sem relacioná-lo com a frequência.
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3.1.4 NEO Suavizado (SNEO)

Ao calcular o NEO, utiliza-se a diferença da amostra x(n) com o produto x(n−∆)
e x(n+ ∆), consequentemente pode-se amplificar o ruído, principalmente em baixas
SNRs. Para resolver esse problema foi proposto em (SEMMAOUI et al., 2012) utilizar-
se um filtro passa-baixas para suavizar o sinal do NEO. O sinal de pré-ênfase com
o NEO suavizado, aqui denotado como ySNEO(n), é calculado como

ySNEO(n) = w(n) ∗ yNEO(n), (3.6)

sendo w(n) a resposta ao impulso de um filtro Barlett ou de Hamming passa-baixas
de ordemM (SEMMAOUI et al., 2012; MUKHOPADHYAY; RAY, 1998; CHOI; KIM, 2002;
CHOI et al., 2006) e yNEO(n) dado por (3.5).

3.1.5 NEO com Multiresolução (MNEO)

Como uma forma de tornar o SNEO menos sensível à escolha do atraso ∆, foi
proposto em (CHOI; KIM, 2002; CHOI et al., 2006) um pré-processamento baseado em
uma composição de SNEOs com k diferentes atrasos ∆k, 1 ≤ k ≤ Nk. Em outras
palavras, o pré-processamento do NEO com Multiresolução, aqui denotado como
yMNEO(n), é calculado como

yMNEO(n) = max
k

ySNEOk
(n). (3.7)

Cada ySNEOk
(n) é calculado com um atraso ∆k e um filtro de ordem Mk diferente.

O método MNEO tende a apresentar resultados melhores que os outros métodos
baseados em NEO se os atrasos forem escolhidos corretamente, já que é formado
por uma composição de SNEOs.

3.1.6 Estatística e Limiar

A partir do sinal pré-processado, obtido com um dos métodos descritos nas subseções
anteriores, utiliza-se uma estatística ε e (3.1) para se obter o limiar a ser aplicado a
ele. As estatísticas mais utilizadas na literatura são:

• Mediana: a estatística ε é tomada proporcional à mediana temporal de
y(n). Especificamente,

ε = mediana (y(n)) . (3.8)
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• Desvio-padrão: a estatística ε é o desvio-padrão temporal de y(n), ou seja,

ε = desvio-padrão(y(n)). (3.9)

• Média: a estatística ε é a média temporal de y(n), ou seja,

ε = média(y(n)). (3.10)

A ideia da detecção por limiar é que quando um spike está presente, ele altera
significativamente o valor instantâneo de y(n) em relação à estatística ε do ruído de
fundo. Dessa forma, o spike é detectado quando y(n) ultrapassa um limiar L.

Na Tabela 2.1 está descrito quais as técnicas estatísticas ε utilizadas para estimação
do limiar de detecção e o fator de limiar κ na aplicação dessas técnicas de detecção
que foram avaliadas neste trabalho pelas simulações de sinais provenientes do gerador
de sinais intracranianos extracelulares. Os valores utilizadas foram definidos a partir
de estudos realizados por Castellani em (CASTELLANI, 2014).

Tabela 3.1 - Estatísticas e fatores utilizados para o cálculo do limiar.

Técnica ε κ

Valor absoluto desvio-padrão 5.7
DPJ média 1.6
NEO desvio-padrão 5.8
SNEO desvio-padrão 3.6
MNEO desvio-padrão 3.4

Após realizada a detecção, a próxima etapa é a redução de dimensionalidade e
extração de características. Na técnica proposta é utilizado o algoritmo Análise de
Componentes Principais (PCA) e que será descrito a seguir.

3.2 Análise de Componentes Principais

A PCA é baseada em técnicas de fatoração desenvolvidas em álgebra linear. Fato-
ração é comumente usada para diagonalizar uma matriz, de modo que sua inversa
seja calculada facilmente. O objetivo do PCA é realizar uma transformação para
evidenciar características estatísticas dos dados. O PCA resulta em novo um espaço
ortogonal no qual os maiores autovalores correspondem respectivamente aos auto-
vetores com maior dispersão. Encontrar novos ‘eixos’ que evidenciam as diferenças
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entre os dados pode ser interessante para algumas aplicações como compressão de
dados com baixa perda de informação e evidenciar diferenças para uma melhor
agrupamento desses dados.

O objetivo do PCA é encontrar um subespaço contendo como bases ortonormais,
os vetores que definem as principais direções de distribuição dos dados no espaço
original otimizando o critério de correlação entre os dados, ou seja, o subespaço das
principais componentes minimiza a correlação cruzada entre as amostras de dados
(PEARSON, 1901).

De modo a organizar as informações para aplicação da técnica, para cada spike
Ii, deve-se montar um vetor v em que cada posição desse vetor contenha dados
que sejam correspondentes as mesmas tipos de informações para todos spike Ii por
isso é aplicada um alinhamento de acordo com o valor absoluto máximo χm. Neste
trabalho são n = 200 amostras por spike. Por exemplo, ao se montar o vetor que
corresponde a um spike, dada a amostra central alinhada de pico χm, são utilizadas
as n/2 amostras anteriores até as n/2 amostras posteriores ao pico. De maneira geral
para formato, o vetor v pode ser expresso por:

v = [χm−n, χm−n+1, χm−n+2, ..., χm, ..., χm+n−1, χm+n] , (3.11)

onde n é o número de amostras do spike e χi corresponde a essas amostras..

O próximo passo é a organização dos vetores em uma matriz A em que cada vetor
v seja uma linha. Pode-se observar a formação da matriz

A =



v1

v2

...

v4

vN


(3.12)

Obtém-se o vetor de spike médio µ, em que cada posição é o resultado da média da
coluna correspondente da matriz A.

A covariância mede a dependência linear entre duas variáveis. Calculando a covariân-
cia pode-se determinar se há relação entre os dois conjuntos de dados. A covariância
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de A é calculada por

ΣA = (Ai − µ)(Ai − µ)T
N − 1 .

Calcula-se os autovalores e autovetores de ΣA com a finalidade de encontrar um
espaço linear em que dispersão entre os elementos de A seja maximalizada. A matriz
de autovalores D e a matriz de autovetores Φ deve ser reordenada de maneira que
os autovalores sejam colocados em ordem crescente e seus respectivos autovetores
devem ser reordenados correspondentemente aos autovalores. Os maiores autovalores
correspondem aos espaços com maiores dispersões entre os elementos e portanto
com mais informações relevantes, já que o objetivo é diferenciar e agrupar esses
elementos. Portanto, os autovetores com autovalores correspondentes de menores
valores contém pouca informação relevante por ser portador de uma redundância
elevada nos dados no subespaço que provê. Uma prática comum é desconsiderar
esses subespaços com redundância para diminuir o custo computacional, sem perda
significativa de informação.

Se considerarmos todos os autovetores compondo a matriz de autovetores Φ, pode-
mos expressar qualquer vetor v por

v = µ+ Φb (3.13)

onde b é um vetor de parâmetros dado por

b = ΦT (v − µ) (3.14)

Também é possível reconstruir um vetor v utilizando os autovetores correspondentes
aos maiores autovalores, desta maneira recuperando tanta informação quanto se
queira e tendo a possibilidade de eliminar redundância de informações, o que leva a
uma redução no custo computacional.

vr ≈ µ+ Φrbr (3.15)

onde b é um vetor de parâmetros dado por

br = ΦT
r (v − µ) (3.16)

Neste trabalho são utilizados os 20 autovetores com os maiores autovalores corres-
pondentes.
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3.3 Agrupamento k-means

As principais etapas do algoritmo são a definição de k (número de grupos spikes que
representam um neurônio). Definição aleatoriamente os centroides do agrupamento
k. Posteriormente atribui-se a cada spike ao agrupamento com o centro mais próximo
(medida de distância euclidiana). Já com o novo spike é recalculado o centróide
do agrupamento como centro desse agrupamento. O procedimento é realizado para
todos os spikes e é repetido até que um critério de convergência seja atingido, como
os agrupamentos pararem de mudar ou que o número máximo de iterações tenha sido
atingido. Os passos do procedimento são detalhados no Algoritmo 3.3. O algoritmo
k-means é baseado em uma métrica de distância. Um benefício de usar k-means é
que é um algoritmo muito simples e rápido. No entanto, uma grande desvantagem
para este algoritmo é que ele não é supervisionado, pois exige que o usuário defina
o número de agrupamentos k.
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4 Resultados e discussão

O spike sorting tem uma série de algoritmos propostos que foram publicados ao longo
dos anos, mas ainda não existe uma solução universalmente aceita. Esse trabalho
pretende realizar uma comparação entre as implementações do processo de separação
e agrupamento dos spikes de um sinal por neurônio de origem. O gerador de sinais
NeuroCube descrito em 2.1 foi utilizado para que a comparação seja realizada de
maneira que exista um gabarito de referência para ser utilizado como avaliador, já
que nos sinais reais esse processo é dificultado.

As técnicas de Rutishauser et al. (RUTISHAUSER et al., 2006) apresentada na Seção
2.3, Quiroga et al. (QUIROGA et al., 2004) apresentada na Seção 2.2 e a proposta por
esse trabalho com PCA e k-means apresentada na Seção 3 com diferentes métodos de
cálculo de detecção propostos por Castellani (CASTELLANI, 2014) são comparadas
utilizando o gerador de sinais bioinspirados NeuroCube (CAMUÑAS-MESA; QUIROGA,
2013).

4.1 Avaliação

Utilizando o gerador de sinais neuronais simulados NeuroCube (CAMUÑAS-MESA;

QUIROGA, 2013) foram gerados 600 sinais intracranianos extracelulares de 30 segun-
dos cada com uma taxa de amostragem de 100 kHz. Todos os parâmetros propostos
no trabalho original (CAMUÑAS-MESA; QUIROGA, 2013) são seguidos com exceção
da taxa de disparo e a frequência de amostragem. A frequência de amostragem se-
gue o trabalho de Castellani (CASTELLANI, 2014) de detecção de disparos que fez
o levantamento de parâmetros ideais de detecção nas técnicas utilizadas. A taxa de
disparo pode variar de acordo com a região nervosa e foram simulados dois cenários
de modo que se possa compará-los.

Os sinais foram gerados com dois valores diferentes de taxa de neurônios ativos
(rate of active neurons) e resultaram em dois grupos distintos de 300 sinais cada
com quantidade de neurônios próximos ativos diferentes. O Grupo 1 teve disparos
gerados por 8 neurônios em média próximos ao eletrodo, já o Grupo 2 teve dispa-
ros neuronais gerados por 30 neurônios em média. O número de neurônios ativos
por grupo foi escolhido baseado nos resultados da literatura que mostram que os
agrupadores de spikes conseguem ter boas taxas de acerto com até 7 ou 8 neurônios
ativos no máximo (PEDREIRA et al., 2012; CAMUÑAS-MESA; QUIROGA, 2013). Uma
representação gráfica do NeuroCube pode ser vista na Figura 4.1. Foram utilizados
para gerar os sinais um cubo de 1 mm3 com densidade de 300 mil de células de
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neurônios por mm3.

Figura 4.1 - Interface gráfica do NeuroCube (CAMUÑAS-MESA; QUIROGA, 2013).

A taxa de detecção foi avaliada de acordo com o gabarito do sinal obtido pelo
próprio gerador de sinais Neurocube respeitando o parâmetro de detecçãoWd = 200
amostras em que se fosse calculado pela técnica um disparo e o gabarito tivesse um
spike a menos de Wd seria considerado como uma detecção correta. Caso não fosse
encontrado um spike nesse intervalo, seria considerado uma detecção incorreta ou
falha de detecção.

Os resultados são apresentados em termos da probabilidade de detecção PD e a
probabilidade de acerto de agrupamentos PAg. Essas probabilidades são definidas
em termos de

NDetectados = Número de spikes detectados dentre os spikes existentes no gabarito,

NAgrupados = Número de agrupados corretamente dentre os detectados e existentes,

NExistentes = Número de spikes existentes no gabarito.

A probabilidade de detecção PD é a relação entre o número de spikes detectados e
que realmente existiam no gabarito pelo número de spikes que existiam no gabarito.
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Matematicamente
PD = NDetectados

NExistentes

. (4.1)

A probabilidade de acerto de agrupamentos PAg é a relação entre o número de
agrupamentos corretos dado que a detecção foi correta de um spikes existente. Já que
um disparo só é considerado para etapa de agrupamento caso tenha sido detectado
na etapa de detecção. Matematicamente

PAg = NAgrupados

NDetectados

. (4.2)

Portanto a probabilidade de acerto global (PG) calculada por

PG = PD · PAg = NAgrupados

NExistentes

. (4.3)

Cada técnica tem características específicas e um modo de agrupar diferentes. Pode
criar mais ou menos grupos do que o número de grupos que foi gerado pelo simu-
lador de sinais. Para contornar esse problema e avaliar as técnicas de agrupamento
de maneira igual, os resultados de agrupamentos foram pós processados. Caso os
agrupamentos calculados tivessem mais da metade dos seus spikes pertencentes a
um agrupamento de disparos de um neurônio ao se consultar o gabarito, esse agru-
pamento seria considerado um spike desse agrupamento, ou seja, seria considerado
um disparo proveniente desse neurônio.

4.2 Resultados

Para obter-se o resultado do Grupo 1 e 2, respectivamente na Tabela 3.1 e 3.2, foram
utilizados os parâmetros descritos no Capítulo 2. Para as técnicas Valor Absoluto
(VA), desvio padrão janelado (DPJ), NEO, SNEO e MNEO os parâmetros utili-
zados para detecção são os da Tabela 2.1. Os algoritmos OSort (RUTISHAUSER et

al., 2006) e WaveClus (QUIROGA et al., 2004) respeitam os parâmetros e as técnicas
de detecção originais apresentadas em seus artigos de apresentação. As simulações
foram realizadas utilizando MATLAB.

Os resultados do Grupo 1 na Tabela 3.1 com 8 neurônios em média disparando foram
relativamente bons e de acordo com a literatura onde há boas taxas de acerto quanto
há até 7 ou 8 neurônios ativos (PEDREIRA et al., 2012; CAMUÑAS-MESA; QUIROGA,
2013). Resultados melhores que esses na literatura foram obtidos, mas em situações
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em que eram agrupados até 4 neurônios ativos em um mesmo sinal (PEDREIRA et

al., 2012).

Tabela 4.1 - Grupo 1 - Resultados de taxa de detecção e taxa de acerto de agrupamentos
para as técnicas avaliadas.

Técnica Probabilidade de
detecção (PD)

Probabilidade de acerto
de agrupamentos (PAg)

Probabilidade
de acerto (PG)

VA, PCA e k-means 75.9% 91.6% 69.5%
DPJ, PCA e k-means 78.2% 84.4% 66.0%
NEO, PCA e k-means 90.9% 87.1% 71.9%
SNEO, PCA e k-means 93.4% 81.3% 75.9%
MNEO, PCA e k-means 94.1% 81.3% 76.5%
OSort (RUTISHAUSER et
al., 2006)

70.1% 70.1% 49.1%

WaveClus (QUIROGA et
al., 2004)

62.3% 74.1% 46.1%

A técnica que obteve a maior probabilidade de acerto geral foi da técnica que utilizou
técnica de detecção MNEO com redução de dimensionalidade realizada por PCA e
agrupamento por k-means com Probabilidade de acerto de 76.5%. Uma característica
interessante desse resultado é que a técnica que obteve melhor resultado geral foi a
que obteve melhor resultado na etapa de detecção com 94.1%, fato que havia sido
sugerido pelo estudo de Castellani (CASTELLANI, 2014).

A técnica que obteve melhor desempenho na etapa de agrupamento foi a que realizou
a detecção com a técnica de Valor Absoluto (VA) com redução de dimensionalidade
realizada por PCA e agrupamento por k-means com com 94.6%. Pode-se observar
que essa técnica não obteve um bom desempenho na detecção, ou seja, só foram
agrupados disparos com menor ruído o que pode ter influenciado no bom desem-
penho no agrupamento. Conjectura-se que existe uma relação dos resultados etapa
de detecção com o resultado da etapa de agrupamento, e que quanto maior a pro-
babilidade de detecções corretas, menor a probabilidade de agrupamentos corretos.
Novamente nota-se a importância de uma boa detecção.

Os resultados das técnicas com OSort (RUTISHAUSER et al., 2006) e WaveClus (QUI-

ROGA et al., 2004) foram inferiores aos propostos por Castellani (CASTELLANI, 2014).
Um fato a ser considerado é que os parâmetros das técnicas OSort e WaveClus origi-
nalmente não funcionam na frequência de amostragem de 100 kHz como foi realizado
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nesse trabalho e o ajuste dos parâmetros pode ter tido influência nos resultados ob-
tidos. As técnicas WaveClus e OSort tem como entrada o valor da frequência de
amostragem e foram modificados para 100 kHz, entretanto parecem não ser robus-
tos e adaptáveis na mudança desse parâmetro. Em Castellani todos os parâmetros
foram calculados nessa frequência de amostragem.

Os resultados do Grupo 2 na Tabela 3.2 com 30 neurônios em média disparando
foram ruins, mas de acordo com a literatura já que o número de médio de neurônios
ativos 30 é mais que três vezes o valor em que se obtêm boas taxas de acerto que
é até 7 ou 8 neurônios ativos (PEDREIRA et al., 2012; CAMUÑAS-MESA; QUIROGA,
2013).

Tabela 4.2 - Grupo 2 - Resultados de taxa de detecção e taxa de acerto de agrupamentos
para as técnicas avaliadas. Com simulações com 30 neurônios próximos ativos.

Técnica Probabilidade de
detecção (PD)

Probabilidade de acerto
de agrupamentos (PAg)

Probabilidade
de acerto (PG)

VA, PCA e k-means 38.5% 66.4% 25.5%
DPJ, PCA e k-means 58.7 41.0% 24.0%
NEO, PCA e k-means 65.0% 49.5% 32.1%
SNEO, PCA e k-means 68.0% 39.5% 26.8%
MNEO, PCA e k-means 68.4% 38.0% 25.9%
OSort (RUTISHAUSER et
al., 2006)

38.0% 49.7% 18.8%

WaveClus (QUIROGA et
al., 2004)

62.0% 33.7% 20.8%

A técnica que obteve a maior probabilidade de acerto geral foi da técnica que utili-
zou técnica de detecção NEO com redução de dimensionalidade realizada por PCA
e agrupamento por k-means com 32.1%. Essa técnica não obteve melhor resultado
nem em Probabilidade de detecção nem em Probabilidade de acerto de agrupamento.
O método foi melhor devido ao mau desempenho dos outros que obtiveram melho-
res resultados em uma das etapas e não apresentarem bom desempenho na outra
etapa. O que reforça a hipótese novamente do compromisso entre a Probabilidade
de detecção e a Probabilidade de acerto de agrupamento.

A técnica que obteve melhor desempenho na etapa de detecção foi a que realizou a
detecção com a técnica de MNEO com redução de dimensionalidade realizada por

31



PCA e agrupamento por k-means com 68.4%. Essa técnica obteve uma Probabilidade
muito baixa de acerto na etapa de agrupamentos, apenas com 38.0%, conjectura-
se que havia muito ruído no sinal dos detectados. A técnica que obteve melhor
desempenho na etapa de agrupamento foi a que realizou a detecção com a técnica
de Valor Absoluto (VA) com redução de dimensionalidade realizada por PCA e
agrupamento por k-means com 66.4%. Essa técnica obteve uma Probabilidade muito
baixa de acerto na etapa de detecção, apenas com 38.5%, conjectura-se que por ter
realizado uma detecção com taxas tão baixas eliminou muitas detecções de ruído e
assim pôde obter uma maior taxa de acerto de agrupamentos.

Como a comparação com WaveClus e OSort foi realizada somente para compara-
ção com as técnicas propostas, essas poderiam ter resultados melhores se melhor
parametrizadas, mas não era o objetivo do trabalho.

Em todos os casos analisados pode-se perceber a importância da etapa de detecção
para o sucesso das demais etapas. Portanto métodos mais eficientes de registro do
eletrodo que permitam um tratamento do ruído, permitiriam melhores detecções e
consequentemente melhores resultados para o sistema.
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5 Conclusão

O problema de detectar os spikes em um sinal e agrupá-los de acordo com o neurô-
nio que o emitiu é chamado de spike sorting (QUIROGA; PANZERI, 2009; DAYAN;

ABBOTT, 2005; RUTISHAUSER et al., 2006; GIBSON et al., 2012). Ainda não existe
uma solução universalmente aceita, apesar de existirem diversos algoritmos para
este processo (QUIROGA et al., 2004; RUTISHAUSER et al., 2006; GIBSON et al., 2012;
REY et al., 2015). O spike sorting é realizado a partir do sinal proveniente de um ele-
trodo e tem como etapas principais: a detecção, a parametrização e a agrupamento.

No presente trabalho foram estudados métodos para o agrupamento de spikes em
sinais intracranianos e extracelulares. Foram avaliadas as técnicas com detecção oti-
mizada conforme o estudo aprofundado na parte da detecção dos spikes de Castellani
(CASTELLANI, 2014) e o resultado foi comparado com os mais comuns métodos uti-
lizadas no momento de Quiroga et al. (QUIROGA et al., 2004) e de Rutishauser et al.
(RUTISHAUSER et al., 2006).

Cada uma das etapas do spike sorting apresenta o seu desafio. Porém, se a etapa
da detecção não é feita de forma adequada, todo o processo de spike sorting pode
resultar em altas taxas de erros. O que torna o problema da detecção difícil de ser
tratado é que não se conhece exatamente a forma de onda do sinal a ser detectado e
os instantes de disparo não são conhecidos. Cada neurônio possui uma constituição
biofísica e, portanto, apresenta formato de disparos diferentes, que também podem
variar no tempo. Além disso, em medições de sinais intracranianos, a priori tem-se
apenas uma estimativa do número de neurônios que estão sendo captados pelos ele-
trodos e nenhuma informação sobre a posição dos neurônios em relação ao eletrodo.
Esses fatos não permitem uma proposta de solução com um banco de filtros casados
fixos, como é usual em Telecomunicações (OPPENHEIM, 1999). Também como não
há controle sobre a emissão de disparos, não há, em princípio, como se treinar o
sistema de detecção para uma correção adaptativa.

Os resultados da literatura para separação de disparos por neurônio tem sido muito
inferiores aos valores teóricos baseados em considerações biofísicas e anatômicas
(REY et al., 2015). Sabe-se que pode-se registrar atividades a uma distância de 50
micrômetros e que nesse raio deveriam ser registrados disparos de cerca de 100
neurônios, mas o número de neurônios relatados com canais únicos de gravação é
geralmente inferior a dez. Há uma série de hipóteses sugeridas para explicar essa
discrepância como uma lesão ao tecido pelo eletrodo, isolamento elétrico causado
pelo substrato da sonda e baixa taxa de disparos de um número grande de neurônios.
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Outro fator que contribuem pro número baixo de neurônios registrados é a limitação
dos atuais algoritmos de spike sorting (REY et al., 2015).

Foi relatado na literatura por Pedreira (PEDREIRA et al., 2012) uma avaliação da
capacidade desses algoritmos e o resultado foi quase perfeito para 4 neurônios, foram
encontrados bons resultados até 8 neurônios. Os neurônios com menores taxas de
disparos foram mais frequentemente perdidos em comparação aos com taxas de
disparo maiores.

Nesse trabalho os melhores resultados foram obtidos quando o sinal gerado pelo Neu-
roCube (CAMUÑAS-MESA; QUIROGA, 2013) tinha em média 8 neurônios emissores
com probabilidade de acerto de 76.5% com a melhor técnica que foi a combinação
do uso de MNEO com PCA e k-means. Quando foi realizado um teste com 30 neurô-
nios emissores em média os resultados foram de no máximo 32.1% que não é um
resultado satisfatório, entretanto é coerente com resultados na literatura.

Buscando-se obter melhores resultados detecção de spikes em meio de um sinal in-
tracraniano extracelular são propostos na literatura uma melhoria nos eletrodos de
gravação desses sinais. Uma melhor detecção e agrupamento pode ser obtida utili-
zando tetrodos e politrodos (REY et al., 2015). As matrizes multi-eletrodos (MEAs
- multi-electrode-arrays) já estão começando a ser usados com até milhares locais
sendo registrados por eletrodos para o registro em retinas, culturas de células e fatias
de cérebro (LITKE et al., 2004; LAMBACHER et al., 2011; FREY et al., 2009).

O registro de um evento de disparo sob diferentes eletrodos realizando gravações per-
mite o processamento digital do sinal considerando características tridimensionais
do meio observando a direção de chegada (DOA - Direction of arrival) do disparo
e assim permitindo um tratamento de ruído e agrupamento mais eficientes. A avali-
zação de técnicas de agrupamento de spikes considerando registros de MEAs e seu
processamento deve ser assunto de trabalhos futuros.
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APÊNDICE A - Código MATLAB

A.1 Código MATLAB

Código MATLAB

Algorítimo A.1 - Rotina Principal Spike Sorting

clear all; clc; close all
save 'temp '
resultados = cell (1 ,300);
for iloop =1:300
disp ([ ' s i m u l a o ' num2str ( iloop )])
load ([ '\ sinal_do_simulador \sim_ ' num2str ( iloop ) '.mat '])
t= 0:1/1 e5 :( length (data) -1)/1 e5;
valores_maximos_linhas = max(abs(data '));
for c=1: length ( valores_maximos_linhas )

sim.data (c ,:)=data(c ,:)/ valores_maximos_linhas (c);
end
clear c
clear valores_maximos_linhas
sim.len = length (data);
sim.Close_neurons = Close_neurons ;
sim.Coordinates = Coordinates ;
sim.Coordinates_close = Coordinates_close ;
sim.Neurons_id = Neurons_id ;
sim.Spiketimes = Spiketimes ;
sim.Close_Spikeshapes = Close_Spikeshapes ;
clear data
clear Close_neurons
clear Coordinates
clear Coordinates_close
clear Neurons_id
clear Spiketimes
clear Close_Spikeshapes

%% calcula m x i m o local dos spikes para gabarito
par.interv = 200;
calc.temSpike = zeros (1, length ( sim.data ));

spikes = zeros (size( sim.Close_neurons ,1) ,size(sim.data ,1)* par.interv );
% calc.CentroAlinhado = zeros (size( sim.Close_neurons ,1) ,1);
for linha = 1: size( sim.Close_neurons ,1)

calc.AmostraComSpike ( linha ) = int32 ( round (100* sim.Close_neurons (( linha ) ,2)));
if( calc.AmostraComSpike ( linha ) <par.interv /2)

calc.temSpike (1: calc.AmostraComSpike ( linha ) )=1;
elseif ( calc.AmostraComSpike ( linha ) +( par.interv /2) >length ( calc.temSpike ))

calc.temSpike ( calc.AmostraComSpike ( linha ) :end)=1;
else

inicio_spike_calc = calc.AmostraComSpike ( linha ) - ( par.interv /2) +1;
intervalo = inicio_spike_calc : calc.AmostraComSpike ( linha ) +( par.interv /2);
[~, valorPosicaoMaximo ]= max(abs( sim.data (:, intervalo )) ');
calc.CentroAlinhado ( linha ) = inicio_spike_calc + round (mean(

valorPosicaoMaximo ));
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calc.labelOrig (linha ,:) = sim.Close_neurons (linha ,1);
intervaloCentroMedio = calc.CentroAlinhado ( linha ) - ( par.interv /2) +1:

calc.CentroAlinhado ( linha ) +( par.interv /2);
if (min( intervaloCentroMedio ) >0 && max( intervaloCentroMedio )<length (

sim.data ))
if(size(sim.data ,1) >1)

spikes (linha ,:) =[ sim.data (1, intervaloCentroMedio ) sim.data (2,
intervaloCentroMedio ) sim.data (3, intervaloCentroMedio ) sim.data
(4, intervaloCentroMedio )];

else
spikes (linha ,:)= sim.data (1, intervaloCentroMedio );

end
calc.temSpike ( intervaloCentroMedio )=1;

end
end

end
clear linha
spikeSemCalculoPossivel = find( calc.CentroAlinhado ==0);
spikes ( spikeSemCalculoPossivel ,:) =[];
calc.CentroAlinhado ( spikeSemCalculoPossivel )=[];
calc.labelOrig ( spikeSemCalculoPossivel )=[];
calc.porcentagemSinalComSpike =sum( calc.temSpike )/ length ( calc.temSpike ) *100;
disp ([ 'porcentagem do sinal com spikes = ' num2str ( calc.porcentagemSinalComSpike ) '%

'])
calc.AmostraComSpike = calc.CentroAlinhado ;
%% Parametros
par.ParametroDeteccao = 150;
par.ParametroAvaliacao = 150;

%% Valor Absoluto
% %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
disp('Valor Absoluto ')
kappa =5 .7;
[VA ]= metodoVA (sim.data ,calc ,par , kappa );

%% Desvio P a d r o Janelado
% %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
disp('Desvio P a d r o Janelado ')
% tic
kappa =1 .6;
janela =80;
[DPJ ]= metodoDPJ (sim.data ,calc ,par ,kappa , janela );
%

%% NEO
% %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
disp('NEO ')
atraso =25;
kappa =5 .8;
[NEO ]= metodoNEO (sim.data ,calc ,par ,kappa , atraso );

%% SNEO
% %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
disp('SNEO ')
atraso =25;
kappa =1 .17;
kappa =3 .6;
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[SNEO ]= metodoSNEO (sim.data ,calc ,par ,kappa , atraso );

%% MNEO
% %%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
disp('MNEO ')
atraso =[20 25 30];
kappa =3 .4;
[MNEO ]= metodoMNEO (sim.data ,calc ,par ,kappa , atraso );

%%
close all
numeroDeNeuronios { iloop } = length ( unique ( sim.Close_neurons (: ,1)))

['PorcNaoDetectados PorcDeteccoesCorretas PorcAcertoAgrupamento ']
resultados { iloop }=[ VA.PorcNaoDetectados VA.PorcDeteccoesCorretas

VA.PorcAcertoAgrupamento ;
DPJ.PorcNaoDetectados DPJ.PorcDeteccoesCorretas DPJ.PorcAcertoAgrupamento
NEO.PorcNaoDetectados NEO.PorcDeteccoesCorretas NEO.PorcAcertoAgrupamento
SNEO.PorcNaoDetectados SNEO.PorcDeteccoesCorretas SNEO.PorcAcertoAgrupamento
MNEO.PorcNaoDetectados MNEO.PorcDeteccoesCorretas MNEO.PorcAcertoAgrupamento

]
save ('temp ','numeroDeNeuronios ','resultados ','iloop ')
clear all; clc; close all
load('temp ')
end

Algorítimo A.2 - Rotina técnica de valor absoluto

function [VA ]= metodoVA (sinal ,calc ,par , kappa )
tic
VA.kappa = kappa ;
VA.sinal =abs( sinal );
VA.len = length ( VA.sinal );
VA.size = size( VA.sinal );
% Gabarito
VA.gabaritoPos = calc.AmostraComSpike ;
if( VA.size (1) ==1)

% C l c u l o do limiar
VA.Limiar = VA.kappa *std(VA.sinal ');
% D e t e c o
[ VA.DeteccaoPos , VA.DeteccaoValor ]= deteccao (VA.sinal , VA.Limiar ,

par.ParametroDeteccao );
% A v a l i a o
[VA.F_N , VA.F_P ] = avaliacao ( VA.DeteccaoPos , VA.gabaritoPos ,

par.ParametroAvaliacao );
VA.pN =( VA.F_N ) / ( length ( VA.gabaritoPos )) *100;
VA.pP =( VA.F_P ) / ( length ( VA.gabaritoPos )) *100;

end

% Alinhamento
spikes = zeros ( length ( VA.DeteccaoPos ),size(VA.sinal ,1)* par.interv );
VA.CentroAlinhado = zeros ( length ( VA.DeteccaoPos ) ,1);
for linha = 1: length ( VA.DeteccaoPos )
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inicio_spike_calc = VA.DeteccaoPos ( linha ) - ( par.interv /2) +1;
intervalo = inicio_spike_calc : VA.DeteccaoPos ( linha ) +( par.interv /2);
if (min( intervalo ) >0 && max( intervalo )<length ( VA.sinal ))

[~, valorPosicaoMaximo ]= max(abs( VA.sinal (:, intervalo )) ');
VA.CentroAlinhado ( linha ) = inicio_spike_calc + round (mean(

valorPosicaoMaximo ));
intervaloCentroMedio = VA.CentroAlinhado ( linha ) - ( par.interv /2) +1:

VA.CentroAlinhado ( linha ) +( par.interv /2);
if (min( intervaloCentroMedio ) >0 && max( intervaloCentroMedio )<length (

VA.sinal ))
if(size(VA.sinal ,1) >1)

spikes (linha ,:) =[ VA.sinal (1, intervaloCentroMedio ) VA.sinal (2,
intervaloCentroMedio ) VA.sinal (3, intervaloCentroMedio ) VA.sinal
(4, intervaloCentroMedio )];

else
spikes (linha ,:)= VA.sinal (1, intervaloCentroMedio );

end
end

end
end
clear linha
spikeSemCalculoPossivel = find( VA.CentroAlinhado ==0);
spikes ( spikeSemCalculoPossivel ,:) =[];
VA.DeteccaoPos ( spikeSemCalculoPossivel )=[];
VA.CentroAlinhado (find( VA.CentroAlinhado ==0))=[];
r= VA.CentroAlinhado ;

[PCA.coeff ,PCA.score , PCA.latent , PCA.tsquared , PCA.explained , PCA.mu ] = pca(spikes ,'
NumComponents ' ,20);

n_clusters = 50;
idx= kmeans (PCA.score , n_clusters ,'Options ',statset ('UseParallel ' ,1),'MaxIter ' ,10000)

;

for c=1: length ( VA.gabaritoPos )
[ diferenca (c) posicao (c)] = min ( abs( VA.DeteccaoPos - double ( VA.gabaritoPos (c))

) );
end
indDiffInvalidas =find(diferenca > par.ParametroDeteccao );

labelOrig = calc.labelOrig ;
posicao ( indDiffInvalidas )=[];
labelOrig ( indDiffInvalidas )=[];
labelDetc =idx( posicao );

agrupamentoOriginal = labelOrig ;
agrupamentoCalculado = labelDetc ;
[ saida ]= comparaAgrupamentos ( agrupamentoOriginal , agrupamentoCalculado );

VA.DeteccoesCorretas = length ( VA.DeteccaoPos ) - VA.F_P ;
VA.NaoDetectados = VA.F_N ;

VA.PorcAcertoAgrupamento =sum( agrupamentoOriginal == saida ( agrupamentoCalculado )' )
/ length ( agrupamentoOriginal ) *100;

VA.PorcDeteccoesCorretas = VA.DeteccoesCorretas / length ( VA.gabaritoPos ) *100;
VA.PorcNaoDetectados = VA.NaoDetectados / length ( VA.gabaritoPos ) *100;
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toc

Algorítimo A.3 - Rotina técnica de desvio padrão janelado

function [DPJ ]= metodoDPJ (sinal ,calc ,par ,kappa , janela )
%%
tic
DPJ.janela = janela ;
DPJ.kappa = kappa ;

DPJ.BDPJ = ones (1, DPJ.janela )/ DPJ.janela ;

% P r - processamento
DPJ.sinal = PreProcDPJ (sinal , DPJ.BDPJ );
DPJ.len = length ( DPJ.sinal );
% Gabarito
DPJ.gabaritoPos = calc.AmostraComSpike ;
% C l c u l o do limiar
DPJ.Limiar = DPJ.kappa *mean( DPJ.sinal );
% D e t e c o
[ DPJ.DeteccaoPos , DPJ.DeteccaoValor ]= deteccao (DPJ.sinal , DPJ.Limiar ,

par.ParametroDeteccao );
DPJ.DeteccaoPos1 = DPJ.DeteccaoPos +(2* DPJ.janela );
% A v a l i a o
DPJ.gabaritoPos = DPJ.gabaritoPos +( DPJ.janela ) -20;
[DPJ.F_N , DPJ.F_P d g] = avaliacao ( DPJ.DeteccaoPos , DPJ.gabaritoPos ,

par.ParametroAvaliacao );

DPJ.pN =( DPJ.F_N ) / ( length ( DPJ.gabaritoPos )) *100;
DPJ.pP =( DPJ.F_P ) / ( length ( DPJ.gabaritoPos )) *100;

% Alinhamento

spikes = zeros ( length ( DPJ.DeteccaoPos ),size(DPJ.sinal ,1)* par.interv );
DPJ.CentroAlinhado = zeros ( length ( DPJ.DeteccaoPos ) ,1);
for linha = 1: length ( DPJ.DeteccaoPos )

inicio_spike_calc = DPJ.DeteccaoPos ( linha ) - ( par.interv /2) +1;
intervalo = inicio_spike_calc : DPJ.DeteccaoPos ( linha ) +( par.interv /2);
if (min( intervalo ) >0 && max( intervalo )<length ( DPJ.sinal ))

[~, valorPosicaoMaximo ]= max(abs( DPJ.sinal (:, intervalo )) ');
DPJ.CentroAlinhado ( linha ) = inicio_spike_calc + round (mean(

valorPosicaoMaximo ));
intervaloCentroMedio = DPJ.CentroAlinhado ( linha ) - ( par.interv /2) +1:

DPJ.CentroAlinhado ( linha ) +( par.interv /2);
if (min( intervaloCentroMedio ) >0 && max( intervaloCentroMedio )<length (

DPJ.sinal ))
if(size(DPJ.sinal ,1) >1)

spikes (linha ,:) =[ DPJ.sinal (1, intervaloCentroMedio ) DPJ.sinal (2,
intervaloCentroMedio ) DPJ.sinal (3, intervaloCentroMedio )
DPJ.sinal (4, intervaloCentroMedio )];

else
spikes (linha ,:)= DPJ.sinal (1, intervaloCentroMedio );

end
end
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end
end
clear linha
spikeSemCalculoPossivel = find( DPJ.CentroAlinhado ==0);
spikes ( spikeSemCalculoPossivel ,:) =[];
DPJ.DeteccaoPos ( spikeSemCalculoPossivel )=[];
DPJ.CentroAlinhado (find( DPJ.CentroAlinhado ==0))=[];
r= DPJ.CentroAlinhado ;
length ( DPJ.CentroAlinhado );

[PCA.coeff ,PCA.score , PCA.latent , PCA.tsquared , PCA.explained , PCA.mu ] = pca(spikes ,'
NumComponents ' ,20);

n_clusters = 50;

idx= kmeans (PCA.score , n_clusters ,'Options ',statset ('UseParallel ' ,1),'MaxIter ' ,10000)
;

for c=1: length ( DPJ.gabaritoPos )
[ diferenca (c) posicao (c)] = min ( abs( DPJ.DeteccaoPos - double ( DPJ.gabaritoPos (c))

) );
end
indDiffInvalidas =find(diferenca > par.ParametroDeteccao );
posicao ( indDiffInvalidas )=[];
labelOrig = calc.labelOrig ;
labelOrig ( indDiffInvalidas )=[];
labelDetc =idx (( posicao ));

agrupamentoOriginal = labelOrig ;
agrupamentoCalculado = labelDetc ;
[ saida ]= comparaAgrupamentos ( agrupamentoOriginal , agrupamentoCalculado );

DPJ.DeteccoesCorretas = length ( DPJ.DeteccaoPos ) - DPJ.F_P ;
DPJ.NaoDetectados = DPJ.F_N ;

DPJ.PorcAcertoAgrupamento =sum( agrupamentoOriginal == saida ( agrupamentoCalculado )'
)/ length ( agrupamentoOriginal ) *100;

DPJ.PorcDeteccoesCorretas = DPJ.DeteccoesCorretas / length ( DPJ.gabaritoPos ) *100;
DPJ.PorcNaoDetectados = DPJ.NaoDetectados / length ( DPJ.gabaritoPos ) *100;

toc

function [ SinalPreProc ]= PreProcDPJ (sinal ,B)

xmedio = filter (B,1, sinal );
sinalsubquad = ( sinal - xmedio ).^2;
SinalPreProcQuad = filter (B,1, sinalsubquad );
SinalPreProc = sqrt( SinalPreProcQuad );

Algorítimo A.4 - Rotina técnica NEO
function [NEO ]= metodoNEO (sinal ,calc ,par ,kappa , atraso )

tic
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% M t o d o NEO
NEO.atraso = atraso ;
NEO.kappa = kappa ;

% P r - processamento
NEO.sinal = PreProcNEO (sinal , NEO.atraso );
% Gabarito
NEO.gabaritoPos = calc.AmostraComSpike ;
% C l c u l o do limiar
NEO.Limiar = NEO.kappa *std( NEO.sinal );
% D e t e c o
[ NEO.DeteccaoPos , NEO.DeteccaoValor ]= deteccao (NEO.sinal , NEO.Limiar ,

par.ParametroDeteccao );
% A v a l i a o
[NEO.F_N , NEO.F_P d g] = avaliacao ( NEO.DeteccaoPos , NEO.gabaritoPos ,

par.ParametroAvaliacao );

NEO.pN =( NEO.F_N ) / ( length ( NEO.gabaritoPos )) *100;
NEO.pP =( NEO.F_P ) / ( length ( NEO.gabaritoPos )) *100;

% Alinhamento

spikes = zeros ( length ( NEO.DeteccaoPos ),size(NEO.sinal ,1)* par.interv );
NEO.CentroAlinhado = zeros ( length ( NEO.DeteccaoPos ) ,1);
for linha = 1: length ( NEO.DeteccaoPos )

inicio_spike_calc = NEO.DeteccaoPos ( linha ) - ( par.interv /2) +1;
intervalo = inicio_spike_calc : NEO.DeteccaoPos ( linha ) +( par.interv /2);
if (min( intervalo ) >0 && max( intervalo )<length ( NEO.sinal ))

[~, valorPosicaoMaximo ]= max(abs( NEO.sinal (:, intervalo )) ');
NEO.CentroAlinhado ( linha ) = inicio_spike_calc + round (mean(

valorPosicaoMaximo ));
intervaloCentroMedio = NEO.CentroAlinhado ( linha ) - ( par.interv /2) +1:

NEO.CentroAlinhado ( linha ) +( par.interv /2);
if (min( intervaloCentroMedio ) >0 && max( intervaloCentroMedio )<length (

NEO.sinal ))
if(size(NEO.sinal ,1) >1)

spikes (linha ,:) =[ NEO.sinal (1, intervaloCentroMedio ) NEO.sinal (2,
intervaloCentroMedio ) NEO.sinal (3, intervaloCentroMedio )
NEO.sinal (4, intervaloCentroMedio )];

else
spikes (linha ,:)= NEO.sinal (1, intervaloCentroMedio );

end
end

end
end
clear linha
spikeSemCalculoPossivel = find( NEO.CentroAlinhado ==0);
spikes ( spikeSemCalculoPossivel ,:) =[];
NEO.DeteccaoPos ( spikeSemCalculoPossivel )=[];
NEO.CentroAlinhado (find( NEO.CentroAlinhado ==0))=[];
r= NEO.CentroAlinhado ;
length ( NEO.CentroAlinhado );
[PCA.coeff ,PCA.score , PCA.latent , PCA.tsquared , PCA.explained , PCA.mu ] = pca(spikes ,'

NumComponents ' ,20);
n_clusters = 50;
idx= kmeans (PCA.score , n_clusters ,'Options ',statset ('UseParallel ' ,1),'MaxIter ' ,10000)

;
for c=1: length ( NEO.gabaritoPos )
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[ diferenca (c) posicao (c)] = min ( abs( NEO.DeteccaoPos - double ( NEO.gabaritoPos (c))
) );

end
indDiffInvalidas =find(diferenca > par.ParametroDeteccao );
posicao ( indDiffInvalidas )=[];
labelOrig = calc.labelOrig ;
labelOrig ( indDiffInvalidas )=[];
labelDetc =idx (( posicao ));

agrupamentoOriginal = labelOrig ;
agrupamentoCalculado = labelDetc ;
[ saida ]= comparaAgrupamentos ( agrupamentoOriginal , agrupamentoCalculado );

NEO.DeteccoesCorretas = length ( NEO.DeteccaoPos ) - NEO.F_P ;
NEO.NaoDetectados = NEO.F_N ;

NEO.PorcAcertoAgrupamento =sum( agrupamentoOriginal == saida ( agrupamentoCalculado )'
)/ length ( agrupamentoOriginal ) *100;

NEO.PorcDeteccoesCorretas = NEO.DeteccoesCorretas / length ( NEO.gabaritoPos ) *100;
NEO.PorcNaoDetectados = NEO.NaoDetectados / length ( NEO.gabaritoPos ) *100;
toc

function [ SinalPreProc ]= PreProcNEO (sinal , Atraso );

sinalquad = sinal. ^2;
sinaladianta = [ sinal ( Atraso +1:end) zeros (1, Atraso )];
sinalatrasa = [ zeros (1, Atraso ) sinal (1:end-Atraso )];
SinalPreProc = sinalquad - sinaladianta. * sinalatrasa ;

Algorítimo A.5 - Rotina técnica SNEO
function [SNEO ]= metodoSNEO (sinal ,calc ,par ,kappa , atraso )
%% M t o d o SNEO
tic

SNEO.atraso = atraso ;
SNEO.kappa = kappa ;

% P r - processamento com r u d o
SNEO.sinal = PreProcSNEO (sinal , SNEO.atraso );
% Gabarito
SNEO.gabaritoPos = calc.AmostraComSpike ;
% C l c u l o do limiar
SNEO.Limiar = SNEO.kappa *std( SNEO.sinal );
% D e t e c o
[ SNEO.DeteccaoPos , SNEO.DeteccaoValor ]= deteccao ( SNEO.sinal , SNEO.Limiar ,

par.ParametroDeteccao );
% A v a l i a o
[SNEO.F_N , SNEO.F_P d g] = avaliacao ( SNEO.DeteccaoPos , SNEO.gabaritoPos ,

par.ParametroAvaliacao );

SNEO.pN =( SNEO.F_N ) / ( length ( SNEO.gabaritoPos )) *100;
SNEO.pP =( SNEO.F_P ) / ( length ( SNEO.gabaritoPos )) *100;

% Alinhamento
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spikes = zeros ( length ( SNEO.DeteccaoPos ),size( SNEO.sinal ,1)* par.interv );
SNEO.CentroAlinhado = zeros ( length ( SNEO.DeteccaoPos ) ,1);
for linha = 1: length ( SNEO.DeteccaoPos )

inicio_spike_calc = SNEO.DeteccaoPos ( linha ) - ( par.interv /2) +1;
intervalo = inicio_spike_calc : SNEO.DeteccaoPos ( linha ) +( par.interv /2);
if (min( intervalo ) >0 && max( intervalo )<length ( SNEO.sinal ))

[~, valorPosicaoMaximo ]= max(abs( SNEO.sinal (:, intervalo )) ');
SNEO.CentroAlinhado ( linha ) = inicio_spike_calc + round (mean(

valorPosicaoMaximo ));
intervaloCentroMedio = SNEO.CentroAlinhado ( linha ) - ( par.interv /2) +1:

SNEO.CentroAlinhado ( linha ) +( par.interv /2);
if (min( intervaloCentroMedio ) >0 && max( intervaloCentroMedio )<length (

SNEO.sinal ))
if(size( SNEO.sinal ,1) >1)

spikes (linha ,:) =[ SNEO.sinal (1, intervaloCentroMedio ) SNEO.sinal (2,
intervaloCentroMedio ) SNEO.sinal (3, intervaloCentroMedio )
SNEO.sinal (4, intervaloCentroMedio )];

else
spikes (linha ,:)= SNEO.sinal (1, intervaloCentroMedio );

end
end

end
end
clear linha
spikeSemCalculoPossivel = find( SNEO.CentroAlinhado ==0);
spikes ( spikeSemCalculoPossivel ,:) =[];
SNEO.DeteccaoPos ( spikeSemCalculoPossivel )=[];
SNEO.CentroAlinhado (find( SNEO.CentroAlinhado ==0))=[];
r= SNEO.CentroAlinhado ;
length ( SNEO.CentroAlinhado );
[PCA.coeff ,PCA.score , PCA.latent , PCA.tsquared , PCA.explained , PCA.mu ] = pca(spikes ,'

NumComponents ' ,20);
n_clusters = 50;
idx= kmeans (PCA.score , n_clusters ,'Options ',statset ('UseParallel ' ,1),'MaxIter ' ,10000)

;
for c=1: length ( SNEO.gabaritoPos )

[ diferenca (c) posicao (c)] = min ( abs( SNEO.DeteccaoPos - double ( SNEO.gabaritoPos (c
)) ) );

end
indDiffInvalidas =find(diferenca > par.ParametroDeteccao );
posicao ( indDiffInvalidas )=[];
labelOrig = calc.labelOrig ;
labelOrig ( indDiffInvalidas )=[];
labelDetc =idx (( posicao ));

agrupamentoOriginal = labelOrig ;
agrupamentoCalculado = labelDetc ;
[ saida ]= comparaAgrupamentos ( agrupamentoOriginal , agrupamentoCalculado );

SNEO.DeteccoesCorretas = length ( SNEO.DeteccaoPos ) - SNEO.F_P ;
SNEO.NaoDetectados = SNEO.F_N ;

SNEO.PorcAcertoAgrupamento =sum( agrupamentoOriginal == saida ( agrupamentoCalculado )'
)/ length ( agrupamentoOriginal ) *100;

SNEO.PorcDeteccoesCorretas = SNEO.DeteccoesCorretas / length ( SNEO.gabaritoPos ) *100;
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SNEO.PorcNaoDetectados = SNEO.NaoDetectados / length ( SNEO.gabaritoPos ) *100;

toc

function [ SinalPreProc ]= PreProcSNEO (sinal , Atraso );

sinalquad = sinal. ^2;
sinaladianta = [ sinal ( Atraso +1:end) zeros (1, Atraso )];
sinalatrasa = [ zeros (1, Atraso ) sinal (1:end-Atraso )];
SinalPreProcNEO = sinalquad - sinaladianta. * sinalatrasa ;
ordem =4* Atraso +1;
B= hamming ( ordem );
SinalPreProc = filter (B,1, SinalPreProcNEO );

Algorítimo A.6 - Rotina técnica MNEO
function [MNEO ]= metodoMNEO (sinal ,calc ,par ,kappa , atraso )
%% M t o d o MNEO

tic
MNEO.atraso = atraso ;
MNEO.kappa = kappa ;

% P r - processamento com r u d o
MNEO.sinal = PreProcMNEO (sinal , MNEO.atraso ) ';
% Gabarito
MNEO.gabaritoPos = calc.AmostraComSpike ;
% C l c u l o do limiar
MNEO.Limiar = MNEO.kappa *std( MNEO.sinal );
% D e t e c o
[ MNEO.DeteccaoPos , MNEO.DeteccaoValor ]= deteccao ( MNEO.sinal , MNEO.Limiar ,

par.ParametroDeteccao );
% A v a l i a o
[MNEO.F_N , MNEO.F_P d g] = avaliacao ( MNEO.DeteccaoPos , MNEO.gabaritoPos ,

par.ParametroAvaliacao );
MNEO.pN =( MNEO.F_N ) / ( length ( MNEO.gabaritoPos )) *100;
MNEO.pP =( MNEO.F_P ) / ( length ( MNEO.gabaritoPos )) *100;

% Alinhamento
spikes = zeros ( length ( MNEO.DeteccaoPos ),size( MNEO.sinal ,1)* par.interv );
MNEO.CentroAlinhado = zeros ( length ( MNEO.DeteccaoPos ) ,1);
for linha = 1: length ( MNEO.DeteccaoPos )

inicio_spike_calc = MNEO.DeteccaoPos ( linha ) - ( par.interv /2) +1;
intervalo = inicio_spike_calc : MNEO.DeteccaoPos ( linha ) +( par.interv /2);
if (min( intervalo ) >0 && max( intervalo )<length ( MNEO.sinal ))

[~, valorPosicaoMaximo ]= max(abs( MNEO.sinal (:, intervalo )) ');
MNEO.CentroAlinhado ( linha ) = inicio_spike_calc + round (mean(

valorPosicaoMaximo ));
intervaloCentroMedio = MNEO.CentroAlinhado ( linha ) - ( par.interv /2) +1:

MNEO.CentroAlinhado ( linha ) +( par.interv /2);
if (min( intervaloCentroMedio ) >0 && max( intervaloCentroMedio )<length (

MNEO.sinal ))
if(size( MNEO.sinal ,1) >1)

spikes (linha ,:) =[ MNEO.sinal (1, intervaloCentroMedio ) MNEO.sinal (2,
intervaloCentroMedio ) MNEO.sinal (3, intervaloCentroMedio )
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MNEO.sinal (4, intervaloCentroMedio )];
else

spikes (linha ,:)= MNEO.sinal (1, intervaloCentroMedio );
end

end
end

end
clear linha
spikeSemCalculoPossivel = find( MNEO.CentroAlinhado ==0);
spikes ( spikeSemCalculoPossivel ,:) =[];
MNEO.DeteccaoPos ( spikeSemCalculoPossivel )=[];
MNEO.CentroAlinhado (find( MNEO.CentroAlinhado ==0))=[];
r= MNEO.CentroAlinhado ;
length ( MNEO.CentroAlinhado );
[PCA.coeff ,PCA.score , PCA.latent , PCA.tsquared , PCA.explained , PCA.mu ] = pca(spikes ,'

NumComponents ' ,20);
n_clusters = 50;
idx= kmeans (PCA.score , n_clusters ,'Options ',statset ('UseParallel ' ,1),'MaxIter ' ,10000)

;
for c=1: length ( MNEO.gabaritoPos )

[ diferenca (c) posicao (c)] = min ( abs( MNEO.DeteccaoPos - double ( MNEO.gabaritoPos (c
)) ) );

end
indDiffInvalidas =find(diferenca > par.ParametroDeteccao );
posicao ( indDiffInvalidas )=[];
labelOrig = calc.labelOrig ;
labelOrig ( indDiffInvalidas )=[];
labelDetc =idx (( posicao ));

agrupamentoOriginal = labelOrig ;
agrupamentoCalculado = labelDetc ;
[ saida ]= comparaAgrupamentos ( agrupamentoOriginal , agrupamentoCalculado );

MNEO.DeteccoesCorretas = length ( MNEO.DeteccaoPos ) - MNEO.F_P ;
MNEO.NaoDetectados = MNEO.F_N ;

MNEO.PorcAcertoAgrupamento =sum( agrupamentoOriginal == saida ( agrupamentoCalculado )'
)/ length ( agrupamentoOriginal ) *100;

MNEO.PorcDeteccoesCorretas = MNEO.DeteccoesCorretas / length ( MNEO.gabaritoPos ) *100;
MNEO.PorcNaoDetectados = MNEO.NaoDetectados / length ( MNEO.gabaritoPos ) *100;
toc

function [ SinalPreProc ]= PreProcMNEO (sinal , Atrasos );
SinalPreProcOrdem = zeros ( length ( Atrasos ),length ( sinal ));
for i=1: length ( Atrasos );

sinalquad = sinal. ^2;
sinaladianta = [ sinal ( Atrasos (i)+1:end) zeros (1, Atrasos (i))];
sinalatrasa = [ zeros (1, Atrasos (i)) sinal (1:end-Atrasos (i))];
SinalPreProcNEO = sinalquad - sinaladianta. * sinalatrasa ;
ordem =4* Atrasos (i)+1;
B= hamming ( ordem );
SinalPreProcOrdem (i ,:) = filter (B,1, SinalPreProcNEO );

end
SinalPreProc =max( SinalPreProcOrdem ' ,[] ,2);
end
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